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Resumen

Se presenta el estado del plan de tesis “Valoracion de la calidad vocal a través de deep scattering spectrum y aprendizaje
automatico” y se plantean tres transformaciones para incrementar la cantidad de datos de entrenamiento y reducir el sobreajuste.
Estas transformaciones realizan un desplazamiento en frecuencia de los datos (audios), una segmentacion por tiempo y la
inversion del orden temporal (flipping). Como resultado, se obtiene un juego de datos 18 veces mayor al original. Se ejecuta un
experimento que consta del el entrenamiento de una red neuronal profunda para evaluar el rendimiento con los datos
aumentados. Se concluye que las transformaciones propuestas disminuyen el sobreajuste, mejoran el error de clasificacién y se
pueden utilizar en el ambito de este plan de tesis, clasificacién de la calidad vocal a partir de audios de vocales sostenidas.
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Abstract

The status of the thesis plan "Vocal quality assessment through deep scattering spectrum and machine learning” is presented.
Three transformations are proposed in order to increase the amount of training data and reduce overfitting. These
transformations perform a frequency shift, time segmentation and flipping. It results in a dataset 18 times larger than the
original dataset. An experiment consisting of training a deep neural network is run to evaluate performance with the augmented
data. It is concluded that the proposed transformations reduce the overfitting, improve the classification error and it could be
useful for the thesis plan scope, classification of vocal quality from sustained vowels.

Keywords: Vocal quality, Deep learning, Data augmentation.

Introduccion

En este documento se presenta el estado del plan de tesis “Valoracion de la calidad vocal a través de deep scattering
spectrum y aprendizaje automatico” y se presenta un desarrollo destinado a aumentar la cantidad de datos de entrenamiento.

El objetivo principal del plan de tesis es la clasificacion automatica de la calidad vocal segun la escala GRBAS. La escala
GRBAS es un método de valoracion audio-perceptual de la voz. Consiste en la valoracion de la fuente glética a través de 5
pardmetros que forman el acrénimo GRBAS, G (grade), R (roughness), B (breathiness), A (asteny) y S (strain). Se valora a
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través de 4 grados, de 0 a 3, donde el 0 es ausencia de disfonia y el 3 indica disfonia severa. La debilidad de este método reside
en la subjetividad de la valoracion de la voz y en la necesidad de que sea realizada por oyentes experimentados en la escucha y
la disociacion de los parametros (Kreiman & Gerratt, 2010; Nifiez-Batalla et al, 2012).

Para la valoracion automatica de la calidad vocal, al igual que en cualquier tarea de aprendizaje automatico, se debe disefiar
un modelo de clasificacién que consta de dos etapas principales, extraccion de caracteristicas y clasificacion. En el caso
particular del audio, es habitual que la extraccion de caracteristicas se realice sobre una representacién espectral, no sobre el
audio original (raw audio). Originalmente, en el plan de tesis se eligid la representacién deep scattering spectrum (DSS)
(Andén & Mallat, 2014), basada en transformadas wavelet. Si bien esta representacion es adecuada para cierto tipo de
clasificacion de audio, como el reconocimiento del habla (Sainath et al, 2014), no es la ideal para la valoracién de la calidad
vocal porque las caracteristicas que se deben extraer en cada caso son distintas. Mientras que para el reconocimiento del habla
s necesario encontrar patrones invariantes al ruido, los cambios de intensidad y los cambios en la frecuencia fundamental de la
voz, estos tres factores son fundamentales para el analisis de la calidad. Las representaciones espectrales utilizadas en este
trabajo son variaciones del espectrograma y del cepstrum. Para mas detalles ver (Garcia & Destéfanis, 2019).

El estado del arte en técnicas de reconocimiento de patrones sobre imagenes y audio es el aprendizaje profundo (AP) o deep
learning. Se decidio utilizar este tipo de redes neuronales en la ejecucion del plan de tesis.

Enfoque de Disefio de la Red Neuronal. En un modelo de AP las etapas de extraccion de caracteristicas y clasificacion
estan integradas en una misma red neuronal. En la Figura 1 se muestra un esquema general de clasificacién de audio con AP,
donde la entrada de la red neuronal es una representacion espectral del audio, en este caso un espectrograma calculado con la
transformada de Fourier de término reducido (STFT) sobre el audio multiplicado previamente por una ventana (windowing).
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Figura 1. Esquema general de un modelo de aprendizaje automatico para clasificacién de audio con
el espectrograma del audio como entrada.

En el contexto de este proyecto, se busca que la parte de la red que realiza la extraccion de caracteristicas transmita a las
capas posteriores informacion relativa a ciertas medidas acUsticas que se saben relacionadas con la calidad vocal, como
shimmer, jitter y harmonics-to-noise ratio (HNR) (Nieto, Marin-Hurtado, Capacho-Valbuena, Suarez & Bolafios, 2014; Uma
Rani & Holi, 2016; Freitas, Pestana, Almeida & Ferreira, 2015).

Una propuesta novedosa desarrollada durante la ejecucion del plan de tesis es la integracion de las etapas de calculo de la
representacion espectral dentro de la red neuronal. En la Figura 2 se muestra el esquema de este enfoque.
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Figura 2. Esquema del modelo de aprendizaje automatico propuesto, donde las etapas de calculo de
la representacion espectral del audio son parte de la red neuronal.

Con la integracion propuesta se espera obtener parametros 6ptimos (forma de la ventana y coeficientes de la STFT) para el
problema particular que se desea resolver, disminuyendo el error total de clasificacion. Este enfoque se podria aplicar en



cualquier tarea de clasificacion de audio. El resultado es un clasificador extremo a extremo (end-to-end), que recibe el audio
original y devuelve la categoria a la que pertenece.

Existe un factor critico para que la integracion de estas etapas sea exitosa, el gradiente del error se debe propagar
correctamente hacia atras. La profundidad de la red y las funciones que se utilizan en los calculos internos afectan la calidad de
la informacidn que reciben las primeras capas durante el entrenamiento. Durante la ejecucion del proyecto se ha probado que la
STFT, una variante del cepstrum y shimmer pueden ser calculados con redes neuronales y que es posible ajustar los pesos a
través del método de retropopagacion (Garcia & Destéfanis, 2017, 2018, 2019b). También se logr6 adaptar los pesos de una red
que realiza el célculo de la etapa de windowing (en proceso de publicacién).

Data Augmentation.

Las redes neuronales profundas tienen una gran cantidad de pardmetros internos que se ajustan durante el aprendizaje. Esta
cantidad de pardmetros hace que los modelos de AP sean propensos al sobreajuste. Para evitar el sobreajuste es necesaria una
gran cantidad de datos de entrenamiento. Los datos utilizados para clasificar la calidad vocal son dificiles de conseguir porque
implican la grabacion de personas con patologias de la voz y la calificacion de expertos, por lo tanto, las bases de datos
disponibles no tienen el tamafio necesario para entrenar redes neuronales profundas. Una técnica frecuentemente utilizada para
enfrentar este tipo de problemas es data augmentation, la cual consiste en la creacion de nuevos datos mediante
transformaciones sobre los datos originales. Estas transformaciones deben mantener la informacién sobre los invariantes,
propios del dominio del problema, que se utilizan para clasificar los datos (Shorten & Khoshgoftaar, 2019).

En el resto de este articulo se presentan los detalles de la técnica utilizada para aumentar la cantidad de datos.

Desarrollo

Se cuenta con una base de datos de 440 muestras formadas por audios de personas sanas y con patologias vocales
pronunciando una vocal /a/ sostenida. Las 440 voces han sido clasificadas en la escala GRBAS por profesionales. Los audios
fueron muestreados con una frecuencia de 25 KHz y tienen duracién entre 1.5 y 4 segundos. Para aumentar la cantidad de datos
se realizaron tres transformaciones:

Desplazamiento en frecuencia. Para cada archivo de audio se realizan dos desplazamientos en frecuencia, incrementandola
un 20% en el primero y decrementandola en la misma proporcién para el segundo. Cada desplazamiento genera un nuevo
archivo de audio, multiplicando por 3 la cantidad de datos. El proceso implica un remuestreado (resample) a 20.000 muestras
por segundo en el primer caso y 31250 en el segundo caso. Después del remuestreado los datos se guardan con frecuencia de
muestreo de 25 KHz en los metadatos del archivo de audio. El resultado de estos cambios se muestra en la Figura 3, donde se
puede ver el efecto en los dominios del tiempo y la frecuencia de la transformacién sobre un segmento de audio. Desde arriba
hacia abajo, se puede ver que la sefial en el dominio del tiempo se acorta, es decir, aumenta la frecuencia, mientras que en el
dominio de la frecuencia se hace evidente en la ubicacion de los picos y la separacion entre los armoénicos.

Segmentacion por tiempo. De cada archivo de audio se extraen tres segmentos de 1 segundo de duracién. La ubicacion de
los segmentos izquierdo (1), central (C) y derecho (D) depende de la longitud L del audio original. Si la L > 2 segundos, se toma
el segmento central S de dos segundos, en otro caso, el segmento S serd el audio original completo. EI segmento | es el primer
segundo de S, C es el segundo central de S y D el dltimo segundo de S. En la Figura 4 se muestra graficamente la segmentacion.

Flipping. En esta transformacion se genera un nuevo audio a partir de cada uno de los audios existentes invirtiendo el orden
la sefial en el tiempo. En la Figura 5 se muestra la transformacion de un segmento pequefio de audio. Esta técnica de data
augmentation no es aplicable al reconocimiento del habla porque cambia el orden de los fonemas, pero si resulta til para la
clasificacion de la calidad vocal si se utiliza, como en este caso, audios de vocales sostenidas. El espectro de frecuencias de la
sefial original es el mismo que el de la sefial invertida, pero su espectrograma resulta en un espejado horizontal, tal como se
puede ver en la Figura 6.
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Figura 3. Desplazamiento en frecuencia. En la fila central se ubica la sefial original, en la fila
superior la sefial con un decremento del 20% en la frecuencia y en la fila inferior la misma sefial con
un 20% de incremento. En la columna de la izquierda se muestra el efecto en el dominio del tiempo
(25000 muestras por segundo) y a la derecha el espectro de frecuencias.
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Figura 4. Extraccion de tres segmentos de audio para un archivo original de longitud L > 2 segundos
(izquierda) y para un archivo original de L < 2 segundos (derecha).
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Figura 5. Segmentos de audio original y transformado en la etapa de flipping.
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Figura 6. Espectrogramas de audio original (izquierda) y del audio transformado en la etapa de flipping (derecha).

Resultados

Se comparo6 el rendimiento de un modelo de clasificacion de la calidad vocal utilizando los datos originales y los datos
aumentados. El modelo consiste en una red neuronal, desarrollada en Keras, con dos capas de convolucion y dos capas densas
que recibe como entrada el cepstrum calculado para cada uno de las columnas del espectrograma. El juego de datos original
tiene 440 audios, mientras que el aumentado tiene 7920. En cada caso, se utiliz6 el 70% de los datos para entrenar el modelo y
el 30% para validacién. ElI modelo fue inicializado y entrenado 50 veces con semillas de nimeros aleatorios distintas. Para cada
semilla se realizo el entrenamiento de los dos juegos de datos. Comparando el mejor resultado para cada juego de datos en cada
entrenamiento, el entrenamiento con el juego de datos aumentado mejora el error con una media del 5,12%. En la figura 7 se
muestra la evolucion del error durante uno de los entrenamientos. Se puede ver con facilidad que la brecha entre el error de
entrenamiento y el error de validacién es mucho menor para los datos con data augmentation que para los datos originales.
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Figura 7. Evolucién del error durante el entrenamiento de una red neuronal para la clasificacion de la calidad vocal con
datos sin data augmentation (DA) y datos con DA.

Conclusiones

Los resultados del experimento muestran que el uso de los datos generados con las tres transformaciones propuestas
disminuye la diferencia entre el error de entrenamiento y el error de validacion y también se logra una mejora absoluta del error
de validacion. Se concluye que las transformaciones propuestas para aumentar la cantidad de datos ayudan a reducir el
sobreajuste del modelo y es posible utilizarlas para entrenar redes neuronales profundas orientadas a la clasificacion de la
calidad vocal a partir de audios de vocales sostenidas.
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