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Resumen 
Los perfiles tumorales en humanos pueden ser caracterizados por su genómica mediante la expresión de miles de genes. Este 

tipo de señales pueden ser aprovechadas para detectar estadísticamente patrones que permitan clasificar o agrupar de manera 
supervisada o no supervisada perfiles tumorales según su fenotipo. En esta presentación y revisión se busca listar dos casos para 
poder reducir la dimensionalidad genómica y encontrar biomarcadores que permitan realizar las tareas de aprendizaje 
estadístico mencionadas. Para reducir la dimensionalidad se utilizan funciones de Kernel en combinación con redes Neuronales 
Artificiales. Los resultados obtenidos en la presente revisión muestran el potencial de estas herramientas para el procesamiento 
de datos genómicos en pacientes oncológicos.  

 
Palabras clave: Métodos de Kernel, Redes Neuronales Artificiales, Genómica, Cáncer. 

Abstract 
Human tumors profiles can be characterized by their genomics by expressing thousands of genes. These types of signals can be 
exploited to statistically detect patterns that make it possible to classify or group different phenotypes in a supervised or 
unsupervised approach. This presentation seeks to list two application of genomic dimensionality reduction and to find 
biomarkers that improve the aforementioned statistical learning tasks. In order to reduce dimensionality, Kernel functions are 
used in combination with Artificial Neural Networks. The results obtained show the potential of these tools for the processing 
of genomic data in cancer patients. 
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Introducción 
 

Desde la primera secuenciación completa del genoma humano (Venter, 2001) la cantidad de datos genómicos disponibles en 
biomedicina se ha incrementado significativamente. Actualmente existen grandes repositorios de datos genómicos de cáncer 
como The Cancer Genome Atlas (Consortium, 2010) y The International Genome Cancer Consortium (Weinstein, 2013). Estos 
repositorios permiten acceder al perfil genómico de miles de tumores de pacientes de cáncer y a su información clínica como el 
subtipo de tumor, el tiempo de sobrevida y el estado del tumor. Adicionalmente los tumores están caracterizados por la 
expresión de 20.00 genes aproximadamente. Esto permite poder estudiar a los tumores desde su perfil genómico para poder 
estimar sus condiciones clínicas como el subtipo de tumor mediante tareas de clasificación (Salem, 2017) o agruparlos para 
poder descubrir subtipos (Young, 2017). El hecho de que existan conjuntos de datos provenientes de una misma población 
permite la utilización de métodos de aprendizaje automático y estadístico para poder estimar las condiciones clínicas.  De todos 
modos la alta cantidad de genes contemplados cercana a 20.000 implica que el problema este definido en alta dimensión 
generando que la estimación de atributos clínicos mediante la interpretación de perfiles genómicos sea compleja. Por esta razón 
uno de los objetivos buscados en este trabajo es poder reducir la dimensionalidad de manera tal de mantener la información 
latente e intrínseca de los datos originales de expresión genética tumoral. Este objetivo busca reducir la complejidad del 
problema mediante la selección de un conjunto reducido de biomarcadores (Ang, 2015) y así poder realizar las tareas de 
aprendizaje automático en la nueva reducción obtenida con menor error. Para poder reducir la dimensionalidad y seleccionar 
biomarcadores dos familias de métodos son utilizadas y combinadas: métodos de kernel y redes neuronales artificiales.  

 
Desarrollo 
 

Para poder seleccionar genes y reducir la dimensionalidad los métodos propuestos están contemplados de dos modelos. Un 
primer modelo estará diseñado con el objetivo de aprender una representación de baja dimensionalidad de los datos originales 
mediante la extracción de características y dimensiones nuevas a partir la combinación no lineal de las variables de entrada. El 
otro modelo será el encargado de seleccionar el subconjunto de genes que mas se aproxime a la representación aprendida del 
modelo anterior. Para poder aprender la representación de baja dimensionalidad de los datos de expresión tumorales se utilizan 
redes neuronales artificiales, particularmente el método de Autoencoder (Way, 2018). Este método consiste en aprender dos 
funciones, un Encoder y un Decoder. El encoder tendrá la función de reducir la dimensionalidad mediante el aprendizaje de 
nuevas dimensiones latentes que caracterizarán a los datos de entrada de alta dimensión. El decoder reconstruye los vectores 
proyectados en las dimensiones latentes al espacio original. 

 

 

Figura 1: La arquitectura de un autoencoder. 
 
Para poder seleccionar los genes de manera tal de acercarse lo mas posible a la representación de baja dimensión aprendida 

por el autoencoder los métodos de Kernel son utilizados. Particularmente el método de Multiple Kernel Learning (Aprendizaje 
de múltiples kernels) (Gönen, 2011). Un kernel es una función de similaridad entre pares de vectores o muestras en un espacio 
de alta dimensión de Hilbert. Este enfoque permite seleccionar genes tanto para tareas de clasificación como tareas de 



agrupamiento en caso que la representación aprendida sea supervisada o no supervisada respectivamente. Mediante la 
combinación lineal de kernels de la figura 2 se seleccionan un subconjunto de genes que maximiza el alineamiento (Cristianini, 
2002) con un kernel objetivo. El kernel objetivo puede ser supervisado o no supervisado. En el caso de un kernel objetivo 
asociado a la representación obtenida desde el autoencoder será un kernel no supervisado (Palazzo, 2020). En el caso de un 
kernel objetivo asociado a etiquetas clínicas como subtipo de tumor y en simultaneo combinado linealmente con el kernel 
objetivo del autoencoder entonces se tendrá una selección que combine un enfoque supervisado y no supervisado en simultaneo 
(Palazzo M. Y., 2020).  

 

 

Figura 2: Combinación de kernels por múltiple kernel learning. 
 
El número de genes seleccionados por el método de Multiple Kernel Learning es un hiperparámetro que se define previo a la 

ejecución del método. 
 

Resultados  
 

En este trabajo se evalúa el sistema propuesto de manera supervisada y no supervisada mediante la clasificación de perfiles 
tumorales como en agrupamiento de los mismos seleccionando 50 genes. Para evaluar la clasificación se utiliza la métrica Area 
debajo de la curva ROC en clasificación de subtipos de tumor de cáncer de mamas. Para evaluar el agrupamiento se utiliza la 
Información mutua de los tumores agrupados en contraste con las etiquetas clínicas de subtipo de tumor de cáncer renal. El 
proceso se repite 10 veces de manera aleatoria utilizando un 80% de las muestras para entrenamiento y el restante 20% para 
evaluación independiente para estimar estadísticamente mediante la media el valor de los resultados. En clasificación el método 
propuesto de Kernel y Autoencoder se compara con el método de mínima redundancia y máxima relevancia (mRMR) (Ding, 
2005) para clasificar los perfiles tumorales. En el agrupamiento el método propuesto se compara con el método de k-medias 
ponderado (WKM) (Tseng, 2007).  

Metodo Genes seleccionados AUC-ROC 
Kernel + Autoencoder <50 0.77 
mRMR <50 0.6 

Tabla 01: media de AUC-ROC de clasificación en el conjunto de muestras de evaluación luego de 10 entrenamientos aleatorios. 
 

Metodo Genes seleccionados IM 
Kernel + Autoencoder <50 0.3 
WKM <50 0.19 

Tabla 02: media de Información Mutua en agrupamiento luego de 10 entrenamientos aleatorios. 
 
En la tabla 01 y 02 se observa como la combinación de métodos de kernel y redes neuronales no supervisadas mejoran tanto la 
clasificación como el agrupamiento frente a otros métodos para una reducción y selección de 50 genes. 
 
Conclusiones 
 



Mediante la reducción de dimensionalidad con redes neuronales de perfiles tumorales de alta dimensión es posible generar 
una representación de referencia lo suficientemente informativa que puede ser utilizada por métodos de kernel para seleccionar 
genes que expliquen la estructura intrínseca de los datos originales. Los resultados de los dos trabajos revisados (Palazzo M. Y., 
2020) (Palazzo M. B., 2020) muestran que la selección de genes mejora tareas de aprendizaje estadístico como la clasificación y 
el agrupamiento de perfiles genómicos de tumores. Futuros trabajos deberán incluir la combinación de datos multi-omicos como 
genómicos, transcriptomicos, proteomicos y metabolomicos. 
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